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Abstrak: Mamalia merupakan salah satu jenis hewan yang memiliki banyak ciri dan 

karakteristik. Bentuk wajah pada setiap jenis hewan mamalia mempunyai bentuk yang mirip. 

Wajah hewan mamalia dalam bentuk citra gambar tampak depan menjadi tantangan dalam 

klasifikasi citra. Pada penelitian ini, Histogram of Oriented Gradient (HOG) digunakan sebagai 

fitur bentuk wajah hewan mamalia. HOG digunakan sebagai fitur penguat dalam proses 

klasifikasi menggunakan metode eXtreme Gradient Boosting (XGBoost). Pengujian dilakukan 

menggunakan dataset citra wajah tampak depan hewan mamalia yang terdiri dari 15 jenis. Hasil 

dari pengujian menunjukkan bahwa metode XGBoost dengan fitur HOG mampu memberikan 

hasil klasifikasi hewan mamalia yang lebih baik daripada tanpa menggunakan fitur HOG. Hal 

ini ditunjukkan dengan peningkatan nilai precision sebesar 0,61; recall sebesar 0,62; dan f1-

score 0,60 pada XGBoost dengan fitur HOG yang hampir dua kali lipat daripada XGBoost tanpa 

fitur HOG. 

 

Kunci Utama: eXtreme Gradient Boosting, Histogram of Oriented Gradient, Mamalia 

 

          

Abstract: Mammals are one type of animal that has many characteristics and characteristics. 

The shape of the face in each type of mammal has a similar shape. The faces of mammals in the 

form of frontal images are a challenge in image classification. In this study, the Histogram of 

Oriented Gradient (HOG) is used as a feature of the facial shape of mammals. HOG is used as a 

strengthening feature in the classification process using the eXtreme Gradient Boosting 

(XGBoost) method. The test was carried out using a dataset of frontal facial imagery of 

mammals consisting of 15 species. The results of the tests show that the XGBoost method with the 

HOG feature is able to provide better classification results for mammals than without the HOG 

feature. This is indicated by an increase in the precision value of 0.61; recall of 0.62; and an f1-

score of 0.60 on XGBoost with HOG feature which is almost double that of XGBoost without 

HOG feature. 
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1. PENDAHULUAN 

Mamalia adalah vertebrata dan 

biasanya bereproduksi melalui kelahiran. 

Mamalia memiliki banyak ciri dan 

karakteristik yang membuat sulit untuk 

membedakan antara spesies mamalia. 

Beberapa ciri mamalia dapat digunakan 

sebagai ciri pembeda dalam klasifikasi. 
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Citra jejak kaki yang merepresentasikan 

jumlah dan ukuran lipatan tapak telah 

digunakan sebagai fitur dalam klasifikasi 

spesies hewan [1]. Jejak kaki tidak hanya 

dapat hadir saat mengklasifikasikan 

hewan, tetapi gambar wajah hewan saat 

melihat ke depan juga dapat menjadi fitur 

penting. Tampak depan citra wajah hewan 

merupakan fitur klasifikasi pilihan karena 

dapat langsung merepresentasikan hewan 

tersebut. Pada penelitian [2], [3], [4], [5] 

citra wajah hewan digunakan sebagai 

karakteristik untuk klasifikasi hewan. 

Pada penelitian [2], klasifikasi 

hewan dilakukan berdasarkan citra wajah 

menggunakan metode Convolutional 

Neural Network. Kernel Fisher Analysis 

digunakan sebagai ekstraksi ciri dengan 

pendekatan score-level fusion. Metode ini 

dapat digunakan untuk 

mengklasifikasikan mamalia berdasarkan 

fitur wajah [2]. Fitur wajah juga telah 

digunakan sebagai ciri untuk klasifikasi 

wajah manusia menggunakan LDA dan 

KNN [6]. Metode Convolutional Neural 

Network unggul dalam deteksi, prediksi, 

dan klasifikasi namun memiliki 

kelemahan, yaitu membutuhkan data 

pelatihan dalam jumlah besar, proses 

pelatihan yang memakan waktu yang 

lama, dan overfitting. 

Boosting merupakan teknik 

pembelajaran ensemble untuk 

membangun classifier yang kuat dari 

beberapa classifier yang lemah secara 

seri. Algoritma Boosting memainkan 

peran penting dalam menangani 

pertukaran bias dan variance. Tidak 

seperti algoritma bagging yang hanya 

mengontrol variance tinggi dalam suatu 

model, boosting mengontrol kedua aspek, 

yaitu bias dan variance yang dianggap 

lebih efektif [7]. 

Gradient Boosting adalah teknik 

pembelajaran mesin yang digunakan 

untuk melakukan regresi dan klasifikasi. 

Model prediksi oleh Gradient Boosting 

dihasilkan dalam bentuk ensemble dari 

weak prediction model, yang biasanya 

merupakan pohon keputusan [7]. 

Gradient boosting dapat dijelaskan 

dengan paling mudah dengan terlebih 

dahulu memperkenalkan algoritma 

AdaBoost.  

Algoritma AdaBoost dimulai 

dengan melatih pohon keputusan di mana 

setiap pengamatan diberi bobot yang 

sama. Setelah mengevaluasi pohon 

pertama, dilanjutkan dengan menambah 

bobot pengamatan yang sulit 

diklasifikasikan dan menurunkan bobot 

pengamatan yang mudah diklasifikasikan. 

Oleh karena itu, pohon kedua ditanam 

pada data berbobot ini. Di sini, idenya 

adalah memperbaiki prediksi dari pohon 

pertama. Oleh karena itu, model baru 

tersebut adalah Pohon 1 + Pohon 2. 

Kemudian menghitung kesalahan 

klasifikasi dari model ensemble 2 pohon 

baru ini dan menumbuhkan pohon ketiga 

untuk memprediksi residu yang direvisi. 

Metode ini akan mengulangi proses ini 

untuk sejumlah iterasi tertentu. Pohon 

berikutnya akan membantu untuk 

mengklasifikasikan pengamatan yang 

tidak diklasifikasikan dengan baik oleh 

pohon sebelumnya. Prediksi dari model 

ensemble akhir adalah penjumlahan 

terbobot dari prediksi yang dibuat oleh 

model pohon sebelumnya [7]. 

Gradient Boosting melatih banyak 

model secara bertahap, aditif, dan 

berurutan. Perbedaan utama antara 

AdaBoost dan Gradient Boosting adalah 

bagaimana kedua algoritma tersebut 

mengidentifikasi kekurangan pembelajar 

yang lemah [7]. Sementara model 
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AdaBoost mengidentifikasi kekurangan 

dengan menggunakan titik data berbobot 

tinggi, Gradient Boosting melakukan hal 

yang sama dengan menggunakan gradien 

dalam loss function (y = ax + b + e), 

dimana e perlu disebutkan secara khusus 

karena merupakan istilah error). Loss 

function adalah ukuran yang 

menunjukkan seberapa baik koefisien 

model sesuai dengan data yang 

mendasarinya. Pemahaman logis tentang 

loss function akan bergantung pada apa 

yang dioptimalkan [8]. 

XGBoost adalah algoritma 

pembelajaran mesin ensemble berbasis 

pohon keputusan yang menggunakan 

kerangka kerja gradient boosting. 

XGBoost merupakan metode yang 

beradaptasi dengan baik untuk semua 

jenis data dan masalah. XGBoost dan 

gradient boosting, keduanya merupakan 

metode pohon ensemble yang 

menerapkan prinsip meningkatkan weak 

learner (umumnya CART) menggunakan 

arsitektur penurunan gradien. Namun, 

XGBoost meningkatkan kerangka kerja 

gradient boosting dasar melalui 

pengoptimalan sistem dan peningkatan 

algoritmik [9]. 

Histogram of Oriented Gradient 

(HOG) adalah metode ekstraksi fitur 

bentuk yang mampu digunakan sebagai 

fitur dalam klasifikasi objek. Fitur HOG 

ini tergolong kuat dibandingkan dengan 

fitur lokal lainnya [2]. HOG telah banyak 

digunakan sebagai fitur unggul dalam 

mengenal bentuk objek dalam sebuah 

citra. HOG dapat menjadi fitur untuk 

pengenalan manusia dan lebih baik dari 

Gaussian Mixture Model [10]. HOG juga 

telah digunakan untuk mengidentifikasi 

plat nomor kendaraan dengan akurasi 

tinggi [11]. Pada klasifikasi jenis buah 

dan sayuran, HOG mampu menjadi fitur 

bentuk yang sangat baik yang berbasis 

saliency [12]. Dalam hal klasifikasi 

hewan mamalia, HOG mampu menjadi 

fitur bentuk wajah dari sebuah citra [4], 

[13], [3]. Selain itu, HOG juga menjadi 

fitur penguat untuk metode klasifikasi 

XGBoost dalam hal klasifikasi pada studi 

kasus deteksi pedestrian [14].  

Melihat HOG mampu menjadi 

peran fitur yang sinergi terhadap 

peningkatan metode XGBoost dalam hal 

klasifikasi, maka dilakukan klasifikasi 

jenis hewan mamalia berdasarkan citra 

wajah hewan tampak depan 

menggunakan XGBoost dengan fitur 

HOG. 

 

2. METODE PENELITIAN 

Dataset yang digunakan dalam 

penelitian ini adalah LHI-Animal-Faces 

[15]. Dataset ini terdiri dari data citra 

hewan dari 15 spesies mamalia yang 

masing-masing terdiri dari 60 citra 

dengan ukuran 150 x 150 piksel [13]. 

Tampilan depan wajah hewan mamalia 

dalam dataset ditunjukkan pada Gambar 

1. 

 

Gambar 1. Citra Hewan Mamalia [15] 

Langkah-langkah yang dilakukan 

dalam penelitian ini dimulai dengan 

membagi dataset mamalia menjadi data 

latih dan data uji. Setiap data latih dan 

data uji yang digunakan terdiri dari 50 

citra dan 10 citra hewan mamalia. Setiap 

citra dari data pelatihan dan pengujian 

dilakukan ekstraksi fitur menggunakan 

histogram of oriented gradient (HOG) 

untuk menangkap fitur bentuk wajah 

hewan mamalia dalam sebuah citra. Fitur 
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yang dibuat dari data latih dan uji 

digunakan dalam proses klasifikasi 

menurut metode XGBoost. Secara umum, 

langkah-langkah metode yang diusulkan 

dalam penelitian ini ditunjukkan pada 

Gambar 2. 

 

Gambar 2. Metode yang diusulkan 

 

2.1 Histogram of Oriented Gradient 

(HOG) 

HOG adalah nilai representasi 

bentuk dari objek lokal yang 

digunakan untuk mengekstraksi fitur 

dari intensitas gradien pada sebuah 

citra gambar. HOG memiliki 

kelebihan, yaitu dapat menangkap tepi 

atau gradien yang sangat khas dari 

bentuk sebenarnya [16]. Tiap gambar 

memiliki properti yang ditunjukkan 

oleh distribusi gradien. Fitur ini 

diperoleh dengan membagi citra 

menjadi area-area yang kecil. Tahapan 

HOG dapat dilihat pada Gambar 3. 

 

Gambar 3. Tahapan Metode HOG 

 

2.2 EXtreme Gradient Boosting (XGBoost) 

Algoritma Gradient Boosting 

tradisional hanya menggunakan 

informasi turunan orde pertama. 

Selain itu, karena ketergantungan 

antara pembelajar yang lemah (weak 

learner), Gradient Boosting sulit 

untuk melatih data secara paralel [17]. 

XGBoost mengambil ekspansi Taylor 

dari loss function hingga orde kedua 

dan menambahkan istilah regularisasi 

untuk menemukan solusi optimal, 

yang digunakan untuk 

menyeimbangkan penurunan fungsi 

tujuan dan kompleksitas model untuk 

menghindari overfitting [18]. Model 

XGBoost dapat direpresentasikan 

dengan Persamaan (1). 

𝒚𝒊̂ = ∑ 𝒇𝒌(𝒙𝒊)
𝑲
𝒌=𝟏 , 𝒇𝒌 ∈ 𝑭 (1) 

Pada Persamaan (1), 𝑲 adalah 

jumlah pohon keputusan, 𝒇𝒌(𝒙𝒊) 

adalah fungsi input pada pohon 

keputusan ke-k, 𝒚𝒊̂ adalah nilai 

prediksi, dan 𝑭 adalah himpunan dari 

semua CART yang mungkin. Fungsi 

tujuan XGBoost mencakup dua bagian, 

yaitu kesalahan pelatihan dan 

regularisasi yang dapat dilihat pada 

Persamaan (2). 

𝑿𝒐𝒃𝒋 = ∑ 𝒍(𝒚𝒊, 𝒚𝒊̂)
𝒏
𝒊=𝟏 + ∑ 𝛀(𝒇𝒌)𝑲

𝒌=𝟏  (2) 
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Pada Persamaan (2), 

∑ 𝒍(𝒚𝒊, 𝒚𝒊̂)
𝒏
𝒊=𝟏  digunakan untuk 

mengukur selisih antara nilai prediksi 

dan nilai sebenarnya dari loss function. 

∑ 𝛀(𝒇𝒌)𝑲
𝒌=𝟏  adalah suku regularisasi 

dan 𝛀(𝒇𝒌) = 𝛄𝑻 +
𝟏

𝟐
𝝀‖𝝎‖𝟐. 𝑻 adalah 

jumlah simpul daun (number of leaf 

node), 𝝎 adalah skor simpul daun 

(scores of leaf node), 𝛄 adalah 

koefisien penalti daun (leaf penalty 

coefficient), dan 𝝀 memastikan bahwa 

skor simpul daun tidak terlalu besar. 

Algoritma XGBoost 

menggunakan strategi gradient 

boosting, menambahkan satu pohon 

baru sekaligus alih-alih mendapatkan 

semua pohon sekaligus, dan terus 

memperbaiki hasil pengujian 

sebelumnya dengan menyesuaikan sisa 

dari prediksi terakhir. Selama proses 

pelatihan, model terus menerus 

menghitung node loss untuk memilih 

leaf node dengan gain loss terbesar. 

XGBoost menambahkan pohon baru 

dengan terus membagi fitur. 

Menambahkan pohon setiap kali 

sebenarnya mempelajari fungsi baru 

𝒇𝒌(𝑿, 𝜽𝒌) agar sesuai dengan sisa dari 

prediksi terakhir. 

Ketika 𝑲 pohon diperoleh 

setelah pelatihan, fitur sampel prediksi 

akan memiliki simpul daun yang 

sesuai di setiap pohon, dan setiap 

simpul daun sesuai dengan skor. 

Terakhir, skor yang sesuai dari setiap 

pohon dijumlahkan untuk 

mendapatkan nilai prediksi pengenalan 

dari sampel [19]. Diagram alir 

XGBoost ditunjukkan pada Gambar 4. 

 

Gambar 4. Diagram alir XGBoost 

 

2.3 Evaluasi Hasil Klasifikasi 

Evaluasi hasil klasifikasi hewan 

mamalia menggunakan citra wajah 

tampak depan dilakukan untuk 

mengetahui performa klasifikasi 

dengan metode XGBoost dengan fitur 

HOG dan tanpa HOG. Alat ukur 

evaluasi yang digunakan pada 

penelitian ini adalah nilai precision, 

recall, dan f1-score. Nilai precision, 

recall, dan f1-score bergantung penuh 

dengan total nilai true positive (TP), 

true negative (TN), false negative 

(FN), dan false positive (FP). 

Confusion matrix dapat digunakan 

untuk membantu dalam menghitung 

nilai TP, TN, FN, dan FP. Nilai 

precision, recall, dan f1-score masing-

masing dapat dihitung menggunakan 

Persamaan (3), (4), dan (5). 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
 (3) 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
 (4) 

𝐹1 − 𝑠𝑐𝑜𝑟𝑒 = 2 ×
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 (5) 

Keterangan : 

TP = Jumlah data positif citra objek 

wajah mamalia yang terklasifikasi 

dengan benar   oleh sistem. 
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TN = Jumlah data negatif citra objek 

wajah mamalia yang terklasifikasi 

dengan benar oleh sistem. 

FN = Jumlah data negatif citra objek 

wajah mamalia namun 

terklasifikasi salah oleh sistem. 

FP = Jumlah data positif citra objek 

wajah mamalia namun 

terklasifikasi salah oleh sistem 

 

3. HASIL DAN PEMBAHASAN 

Pengujian pada klasifikasi 

hewan mamalia dengan citra wajah 

tampak depan menggunakan metode 

XGBoost dilakukan dengan dua 

skenario, yaitu tanpa menggunakan fitur 

HOG dan menggunakan fitur HOG. 

Hasil pengujian klasifikasi mamalia 

menggunakan XGBoost tanpa fitur HOG 

dapat dilihat pada Tabel 1. Hasil 

klasifikasi pada Tabel 1 menunjukkan 

bahwa wajah hewan mamalia belum 

dapat dikenali dengan baik hanya 

dengan citra RGB saja tanpa melibatkan 

fitur HOG. Hewan mamalia yang paling 

mudah dikenali tanpa fitur HOG pada 

Tabel 1 adalah Panda dengan nilai 

precision sebesar 1,00; recall sebesar 

0,90; dan f1-score sebesar 0,95. 

Sebaliknya, untuk hewan mamalia yang 

paling tidak mudah dikenali tanpa fitur 

HOG adalah Kelinci dengan nilai 

precision, recall, dan f1-score sebesar 0. 

 

Tabel 1. Hasil Klasifikasi Mamalia 

menggunakan XGBoost tanpa Fitur HOG 

No Kelas Precision Recall F1-score 

1 Beruang 0,40 0,60 0,48 

2 Kucing 0,30 0,30 0,30 

3 Sapi 0,42 0,50 0,45 

4 Rusa 0,43 0,30 0,35 

5 Anjing 0,17 0,20 0,18 

6 Gajah 0,29 0,20 0,24 

7 Singa 0,44 0,70 0,54 

8 Monyet 0,50 0,10 0,17 

9 Tikus 0,06 0,10 0,08 

10 Panda 1,00 0,90 0,95 

11 Babi 0,20 0,10 0,13 

12 Kelinci 0,00 0,00 0,00 

13 Domba 0,55 0,60 0,57 

14 Harimau 0,33 0,40 0,36 

15 Serigala 0,50 0,40 0,44 

 

Hasil pengujian klasifikasi 

mamalia menggunakan XGBoost dengan 

fitur HOG dapat dilihat pada Tabel 2. 

Hasil klasifikasi pada Tabel 2 

menunjukkan bahwa wajah hewan 

mamalia dapat dikenali dengan baik 

dengan melibatkan fitur HOG. Hewan 

mamalia yang paling mudah dikenali 

dengan fitur HOG pada Tabel 2 adalah 

Panda dengan nilai precision sebesar 

0,91; recall sebesar 1,00; dan f1-score 

sebesar 0,95. Sebaliknya, untuk hewan 

mamalia yang paling tidak mudah 

dikenali dengan fitur HOG adalah Babi 

dengan nilai precision, recall, dan f1-

score sebesar 0,10. 

 

Tabel 2. Hasil Klasifikasi Mamalia 

menggunakan XGBoost dengan Fitur HOG 

No Kelas Precision Recall F1-score 

1 Beruang 0,88 0,70 0,78 

2 Kucing 0,50 0,30 0,37 

3 Sapi 0,50 0,90 0,64 

4 Rusa 0,50 0,60 0,55 

5 Anjing 0,80 0,80 0,80 

6 Gajah 0,60 0,60 0,60 

7 Singa 0,75 0,90 0,82 

8 Monyet 0,50 0,50 0,50 

9 Tikus 0,57 0,40 0,47 

10 Panda 0,91 1,00 0,95 

11 Babi 0,10 0,10 0,10 

12 Kelinci 0,43 0,30 0,35 

13 Domba 0,83 0,50 0,62 

14 Harimau 0,71 1,00 0,83 

15 Serigala 0,67 0,60 0,63 

 

Tabel 3. Hasil Rata-Rata Keseluruhan 

Klasifikasi Mamalia 

 XGBoost HOG–XGBoost 

Precision 0,37 0,62 

Recall 0,36 0,61 

F1-score  0,35 0,60 
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Secara keseluruhan metode 

klasifikasi XGBoost dengan fitur HOG 

mampu memberikan hasil klasifikasi 

lebih baik daripada XGBoost tanpa 

menggunakan fitur HOG. Hal ini dapat 

dilihat pada Tabel 3 yang menunjukkan 

bahwa terjadi peningkatan hasil 

klasifikasi mamalia dengan 

menggunakan fitur HOG baik dari nilai 

precision, recall, dan f1-score. 

 

4. SIMPULAN 

Berdasarkan hasil pengujian dapat 

disimpulkan bahwa metode fitur 

ekstraksi HOG mampu mengenali fitur 

wajah tampak depan pada citra hewan 

mamalia dengan baik. XGBoost sebagai 

metode klasifikasi yang digunakan pada 

penelitian ini mampu mengklasifikasi 

wajah hewan mamalia dengan nilai 

precision, recall, dan f1-score yang 

berbeda. Metode XGBoost dengan fitur 

HOG jauh lebih baik daripada tanpa 

menggunakan fitur HOG pada proses 

klasifikasi hewan mamalia. Hal ini 

ditunjukkan dengan peningkatan nilai 

precision, recall, dan f1-score pada 

XGBoost dengan fitur HOG yang hampir 

dua kali lipat daripada XGBoost tanpa 

fitur HOG. Jenis hewan mamalia yang 

paling mudah dikenali dengan baik 

adalah Panda. Sedangkan jenis hewan 

mamalia yang paling tidak mudah 

dikenali dengan baik adalah Babi. 
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